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Deep Gaussian process model for the
identification of the Bouc-Wen process

Gaussian process regression is a well know probabilistic
machine learning method that can be used for dynamic
system identification where the goal is to find a simula-
tion model. Full Gaussian process regression has a cu-
bic complexity with respect to the input data. Different
approximations are used which make a compromise be-
tween the flexibility of the model and the computational
demand. This article presents the use of a deep Gaussian
process, a hierarchical Gaussian process that provides a
very flexible structure on the cost of increasing the com-
putational complexity, to model a dynamic system. Since
this kind of architecture is analytically intractable, dou-
bly stochastic variational inference is used for approxi-
mation. Prediction and simulation results are compared
between different number of hidden layers for modeling
the Bouc-Wen process.

1 Uvod
Idejo o modeliranju z gaussovskimi procesi je področju
strojnega učenja približal C.E. Rasmussen s svojo dok-
torsko dizertacijo [1]. Gaussovski procesi ponujajo alter-
nativo bolj priljubljenemu pristopu k modeliranju z ne-
vronskimi mrežami. Monografija s tega področja je [2],
modeliranje dinamičnih sistemov z gaussovskimi procesi
pa je opisano v [3]. Glavni problem metode predstavlja
kubična računska kompleksnost glede na število vhodnih
podatkov. Pregled približkov za znižanje računske kom-
pleksnosti lahko najdemo v [4]. Med približki, ki se lahko
zelo dobro skalirajo na veliko količino podatkov je stoha-
stični variacijski gaussovski proces [5]. Ta približek je
osnova za širjenje ideje modeliranja na hierarhično struk-
turo, podobno nevronskim mrežam, kjer so nivoji nevro-
nov zamenjani z gaussovskimi procesi. Takemu modelu
pravimo globok gaussovski process in je predstavljen v
[6]. V tem prispevku predstavljamo uporabo globokih
gaussovskih procesov za identifikacijo dinamičnih siste-
mov na primeru procesa Bouc-Wen v kombinaciji z avto-
regresijskim modelom.

2 Nelinearna identifikacija dinamičnih sis-
temov

S hitrim razvojem informacijske tehnologije, predvsem
z znižanjem stroškov shranjevanja podatkov in računal-
niškega obdelovanja podatkov, se popularnost in uporab-
nost metod za identifikacijo dinamičnih sistemov hitro
zvišuje. V tem poglavju je predstavljen možen podat-
kovni način kako pristopiti k reševanju identifikacije di-
namičnih sistemov z metodo gaussovskih procesov.

2.1 Avtoregresijski model
Nelinearni dinamični sistem lahko modeliramo kot

y(k) = f(z(k),θ) + ν(k), (1)

kjer k predstavlja zaporedno število vzorca, f nelinearno
preslikavo, θ vektor parametrov, ν(k) gaussovski beli
šum in z(k),y(k) predstavljata vektor vhodov in izhodov
v odvisnosti od k. Predpostavimo, da interne strukture
sistema, ki ga identificiramo, ne poznamo (ang. black-
box). Manipuliramo lahko z vhodnim signalom in me-
rimo izhod. V našem primeru predpostavimo, da ima
model avtoregresijsko strukturo (ang. Nonlinear Autore-
gressive Exogenous Model). V takem primeru je vhodni
vektor definiran kot

z(k) = [y(k − np), . . . ,y(k − np − na + 1)

u(k − nk), . . . ,u(k − nk − nb + 1)],
(2)

kjer k predstavlja zaporedno število vzorca, np, na, nk, nb
pa parametre zakasnitev vzorcev. Identifikacija dinamič-
nih sistemov je proces, kjer v našem primeru iščemo ustre-
zne parametre avtoregresijskega modela in modeliramo
nelinearno preslikavo med vhodnim in izhodnim vektor-
jem. Tak model lahko uporabljamo za napovedovanje
časovnih vrst, vodenje dinamičnih sistemov, detekcijo na-
pak itd. Uporablja se lahko za napovedovanje ali simula-
cijo, kjer pri napovedi napovedujemo za en časovni korak
vnaprej, pri simulaciji pa iterativno izračunamo bodoče
vrednosti izhoda za poljubno število korakov vnaprej po
enačbi

ŷ(k) = f(ẑ(k),θ), (3)

kjer velja

ẑ(k) = [ŷ(k − np), . . . , ŷ(k − np − na + 1)

u(k − nk), . . . ,u(k − nk − nb + 1)]
(4)
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in ẑ in ŷ predstavljata ocenjene (napovedane) vrednosti
iz prejšnih korakov.

2.2 Model gaussovskih procesov za dinamične sis-
teme

Model gaussovskih procesov je bayesovska metoda stroj-
nega učenja, ki posplošuje gaussovsko porazdelitev na-
ključnih spremenljivk ali vektorjev funkcijskih vrednosti.
Predpostavimo, da imamo znane meritve vhodov in izho-
dov v obliki

y = f(z) + ε, (5)

kjer z predstavlja vhodni vektor v obliki avtoregresij-
skega modela, f latentno funkcijo, y opazovane izhodne
podatke popačene s šumom ε. Predpostavimo, da je šum
neodvisno in identično porazdeljen z gaussovsko poraz-
delitvijo

εn ∼ N (0, σ2
n). (6)

Vektor f = [f1, f2, ..., fn]
T predstavlja vrednosti laten-

tne funkcije kjer velja fi = f(zi). Stolpični vektor vho-
dov dolžine n sestavlja matriko Z ∈ RD×n, kjer je po-
ljubna vrstica predstavljena z vektorjem z. Množica po-
datkov je potem označena kot D = (Z,y). Cilj je poi-
skati porazdelitev napovedi neznanega vektorja latentnih
funkcijskih vrednosti f∗ pri znanih testnih lokacijah z∗.

Gaussovski proces definira porazdelitev funkcij, bolj
natančno porazdelitev vektorjev funkcijskih vrednosti la-
tentne funkcije f . Definiran je s funkcijo srednje vredno-
sti m(z) in s kovariančno funkcijo k(z, z′)

m(z) = E[f(z)], (7a)
k(z, z′) = E[(f(z)−m(z))(f(z′)−m(z′))] (7b)

in je označen z f(z) ∼ GP(m(z), k(z, z′)). Parametri
kovariančne funkcije so poimenovani kot hiperparametri
[3]. V modelu gaussovskih procesov je apriori porazde-
litev nad vektorjem latentnih funkcijskih vrednosti trans-
formirana z Bayesovim izrekom v aposteriorno porazde-
litev

p(f |y,θ) = p(y|f ,θ)p(f |θ)
p(y|θ)

, (8)

kjer p(y|f ,θ) prestavlja pogojno verjetnost pri definira-
nih hiperparametrih in opazovanim vektorjem f , p(f |θ)
apriori porazdelitev nad vektorjem latentnih funkcijskih
vrednosti, p(y|θ) marginalno pogojno porazdelitev pri
znanih hiperparametrih in p(f |y,θ) predstavlja aposteri-
orno porazdelitev vektorja latentnih funkcijskih vredno-
sti. V nadaljevanju predpostavimo pogojenost porazdeli-
tve glede na hiperparametre θ in jih v notaciji izpustimo.

Kovariančna funkcija definira apriori porazdelitev vek-
torja latentnih funkcijskih vrednosti. Kovariančna funk-
cija je lahko katerakoli funkcija, ki tvori simetrično, semi-
pozitivno in kvadratno matriko. Popularna izbira je kova-
riančna funkcija RBF (ang. Radial Basis Function)

k(z, z′) = σ2
fe
− ||z−z′||2

2l2 . (9)

Po definiciji gaussovskega procesa ima skupna poraz-
delitev med vektorjem latentnih funkcijskih vrednosti f
in testnim vektorjem latentnih funkcijskih vrednosti f∗

tudi skupno gaussovsko porazdelitev. Apriori skupna po-
razdelitev je potem transformirana z Bayesovim izrekom
ob znanem vektorju vrednosti izhodov na aposteriorno
skupno porazdelitev definirano z

p(f ,f∗|y) =
p(y|f)p(f ,f∗)

p(y)
, (10)

kjer je apriori skupna porazdelitev definirana z

p(f ,f∗) ∼ N (0,

[
Knn Kn∗
K∗n K∗∗

]
) (11)

in Knn predstavlja kovariančno matriko opazovanih učnih
podatkov, K∗ kovariančno matriko učnih in testnih po-
datkov and K∗∗ kovariančno matriko testnih podatkov.
Pogojna porazdelitev p(y|f) je definirana kot

p(y|f) = N (f , σ2
nI), (12)

kjer I predstavlja matriko identitete in σ2
n standardni od-

klon šuma. Hiperparametre učimo z maksimizacijo loga-
ritma marginalne pogojne porazdelitve p(y). Porazdeli-
tev napovedi je izračunana z marginalizacijo f iz skupne
pogojne porazdelitve

p(f∗|y) =
∫
p(f ,f∗|y)df. (13)

Pri iterativni simulaciji je vhodni vektor v poljubnem ko-
raku stohastičen in odziv nima analitične rešitve. V tem
primeru se odziv simulacije v poljubnem koraku izračuna
kot

p(f∗|y) ≈
1

S

S∑
i=1

∫
p(f ,f∗|y, z∗)df, (14)

kjer S predstavlja število vzorcev iz stohastičnega vho-
dnega vektorja z∗. Model gaussovskih procesov ima kub-
ično računsko kompleksnost, ki se lahko izboljša z apro-
ksimacijskimi metodami.

2.3 Stohastični variacijski gaussovski proces
Stohastični variacijski gaussovski proces je aproksima-
cijska metoda za znižanje računske kompleksnosti mo-
dela na podlagi gaussovskih procesov. Predpostavimo, da
obstaja vektor vhodnih psevdo lokacij zu in pripadajoči
psevdo vektor latentnih spremenljivk u = [u1, . . . , um],
ki je skupno gaussovsko porazdeljen z naključnima spre-
menljivkama f in f∗. Predpostavimo, da sta f in f∗
pogojno neodvisna ob znanem u. Aposteriorna skupna
porazdelitev je potem definirana z

p(f ,f∗,u, |y) = p(f |u,y)p(f∗|u)p(u). (15)

Hensman [5] definira variacijski približek kot

q(f ,f∗,u) = p(f |u)p(f∗|u)q(u), (16)

kjer je q(u) gaussovska porazdelitev definirana s q(u) ∼
N (m,Λ). Spodnja meja marginalne pogojne porazdeli-
tve je potem izračunana z minimizacijo divergence Kull-
back Leibler (KL) med aposteriorno porazdelitvijo defi-
nirano z enačbo (15) in variacijskim približkom definira-
nim z enačbo (16) in je prikazana z enačbo (17).

log p(y) ≥
∫
[log p(y|f)]q(f)df

− KL[q(u)||p(u)].
(17)



187

Spodnja meja marginalne pogojne porazdelitve se lahko
poenostavi. Izraz p(y|f) se faktorizira, q(fi) pa je od-
visen le od pripadajočih vhodov zi. Poenostavljena spo-
dnja meja marginalne pogojne porazdelitve je potem de-
finirana kot

log p(y) ≥
N∑

n=1

∫
[log p(yn|fn)]q(fn)df

− KL[q(u)||p(u)].

(18)

Spodnja meja marginalne pogojne porazdelitve se lahko
izračuna stohastično, kjer naključno vzamemo le pod-
množico originalnih podatkov za izračun ene iteracije op-
timizacije (ang. batch optimisation). Porazdelitev vek-
torja napovedi testnih latentnih funkcijskih vrednosti ob
znanem y je izračunana kot

q(f∗) =

∫
p(f∗|u)q(u)du. (19)

Simulacijski odziv se izračuna z enačbo (14).

3 Globoki gaussovski proces
Fleksibilnost stohastičnega gaussovskega procesa je lahko
omejena z izbiro kovariančne funkcije. Kovariančna funk-
cija definira družino funkcij, ki jih lahko modeliramo. Na
ta način vnesemo apriori znanje o modelirani preslikavi,
posledično pa dodamo tudi omejitve, če o procesu ne
vemo nič. Globoki gaussovski procesi podobno kot glo-
boke nevronske mreže definirajo hierarhično strukturo in
povečajo fleksibilnost gaussovskiega procesa. V [7] defi-
nirajo rekurzivno apriori porazdelitev nad matriko laten-
tnih vrednosti funkcije F in opazovano matriko meritev
Y, ki sta lahko poljubnih dimenzij. Tak proces ima sku-
pno porazdelitev definirano kot

p(Y, {Fl,Ul}Ll=1) =

= p(yi|fL
i )

L∏
l=1

p(Fl|Fl−1,Ul)p(Ul),
(20)

kjer Fl in Ul predstavljata vektorja latentnih in psevdo
funkcijskih vrednosti v nivoju l in velja F0 = Z. Ker ta
model nima analitične rešitve, v [6] uporabijo variacijski
približek skupne porazdelitve definiran kot

q({Fl,Ul}Ll=1) =

L∏
l=1

p(Fl|Fl−1,Ul)q(Ul), (21)

kjer q(Ul) ∼ N (ml,Λl) predstavlja gaussovsko poraz-
delitev v nivoju l. Spodnja meja marginalne pogojne po-
razdelitve je izračunana z minimizacijo divergence KL
med p(Y, {Fl,Ul}Ll=1) in q({Fl,Ul}Ll=1) in je defini-
rana z

log p(Y ) ≥
N∑
i=1

∫
[log p(yi|fL

i )]q(f
L
i )

−
L∑

l=1

KL[q(Ul)||p(Ul)].

(22)

Spodnja meja ima podobne lastnosti kot meja v enačbi
(18), kjer so i-te marginalne porazdelitve v zadnjem ni-
voju odvisne le od i-tih marginalnih porazdelitev v spo-
dnjih nivojih. Zaradi tega lahko pri optimizaciji upora-
bimo le naključno podmnožico celotnega učnega vzorca
v vsaki iteraciji. Napoved se izračuna z gaussovsko meša-
nico in je definirana z

q(fL
∗ ) =

1

S

S∑
s=1

q(fL
∗ |f

(s)L−1
∗ ), (23)

kjer vzamemo S vzorcev naključne spremenljivke fL−1
∗ .

Simulacijski odziv se podobno kot pri navadnem gausso-
vskem procesu izračuna z enačbo (14).

4 Globok gaussovski proces za identifika-
cijo procesa Bouc-Wen

V tem poglavju so predstavljeni rezultati modeliranja pro-
cesa Bouc-Wen. Primerjali smo delovanje globokih gaus-
sovskih procesov pri različnih vrednostih števila skritih
nivojev in preizkusili ali hierarhična struktura izboljša re-
zultate napovedovanja in simulacije na testnih podatkih.

4.1 Proces Bouc-Wen
Podatkovni set procesa Bouc-Wen predstavlja vibracije
Bouc-Wen sistema, ki vsebuje histerezo. Podrobnejše in-
formacije o problemu so prestavljene v [8]. Učna množi-
ca je sestavljena iz vzbujanja s sinusnim vektorjem različ-
nih frekvenc (ang. multi-sine) u(k) in izhodnim vektor-
jem y(k), kjer je k = 1, . . . , N in N = 40, 960. Prva te-
stna množica je dobljena iz vzbujanja s sinusnim vektor-
jem različnih frekvenc (ang. multi-sine) in vsebuje 8,192
vzorcev. Druga testna množica je dobljena iz sinusnega
signala s spreminjajočo se frekvenco (ang. sine-sweep)
in vsebuje 153,000 vzorcev. Parametri avtoregresijskega
modela so bili izbrani kot nk = 0, nb = 5, np = 1, na =
5. Za kovariančno funkcijo smo izbrali funkcijo RBF in
100 psevdo vhodov, ki so bili inicializirani z rojenjem kot
je predlagano v [9]. V vsakem koraku optimizacije smo
uporabili samo naključnih 1000 točk iz celotne množice
podatkov.

0 500 1000 1500 2000 2500 3000
k

100000

75000

50000

25000

0

25000

50000

75000

- l
og

 p
(y

)

Globoki gaussovski process, 2 skrita nivoja

Slika 1: Potek marginalne pogojne porazdelitve v odvi-
snosti od koraka optimizacije za globok gaussovski pro-
ces z dvema skritima nivojema.
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Tabela 1: Koren srednje vrednosti kvadrata napake za napoved (ang. rooted mean squared error [RMSE]) in simulacijo
za proces Bouc-Wen, kjer RMSE? predstavlja napako pri sinusnem vzbujanju različnih frekvenc, RMSE† pa napako
pri sinusnem vzbujanju spreminjajočih se frekvenc. Model z enim skritim nivojem je ekvivalenten stohastičnemu
variacijskemu gaussovskemu procesu. Rezultati za primerjavo z drugimi metodami identifikacije procesa Bouc-Wen
so na voljo v [11].

Št. nivojev Napovedni RMSE? [×10−6] Simulacijski RMSE? [×10−5] Napovedni RMSE† [×10−6] Simulacijski RMSE† [×10−5]
1 7.06± 0.18 13.38± 0.67 4.66± 0.27 8.75± 0.91
2 6.10± 0.15 12.18± 0.53 3.23± 0.23 6.77± 1.16
3 6.46± 0.33 16.1± 1.82 4.44± 0.58 15.21± 2.94
4 6.99± 0.32 19.5± 2.13 5.41± 0.63 19.54± 3.08
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Slika 2: Simulacija procesa Bouc-Wen za prvo testno
množico, ki je vzbujana s sinusnim signalom različnih
frekvenc (y∗) in simulacija procesa Bouc-Wen za drugo
testno množico, ki je vzbujana s sinusnim signalom s
spreminjajočo se frekvenco (y†).

Rezultati
Slika 1 prikazuje logaritem marginalne pogojne poraz-
delitve v odvisnosti od koraka optimizacije za najboljšo
rešitev, kjer smo za optimizacijski algoritem uporabili Ad-
am [10]. Tabela 1 predstavlja rezultate korena srednje
vrednosti kvadrata napake in standardni odklon dotične
mere napake za obe testni množici podatkov pri čemer
so bili rezultati pridobljeni z učenjem modela s 30 na-
ključnimi ponovitvami. Vidimo lahko, da globoki gaus-
sovski proces z 2 skritima nivojema deluje najbolje tako
za napoved kot za simulacijo na prvi testni množici po-
datkov s sinusnim vzbujanjem različnih frekvenc. Tudi
za drugo testno množico podatkov (vzbujane s sinusnim
signalom s spreminjajočo se frekvenco) najbolje deluje
globoki gaussovski proces z dvema skritima nivojema.
Časovna odziva simulacije sta prikazana na sliki 2. Zani-
miva opazka je, da se s povečevanjem števila skritih nivo-
jev (večjega od 2) napaka povečuje. Razlog za to je lahko
velika kompleksnost modela, kjer zaradi približka ana-
litične rešitve potencialno ne dosežemo teoretične zmož-
nosti modela. Drugi problem lahko predstavlja občutljiv-
ost modela na parametre optimizacije zaradi katerih lahko
pristanemo v lokanem minimumu cenilke, ki jo optimizi-
ramo.

5 Zaključek
Globoki gaussovski proces predstavlja feksibilno struk-
turo modela za modeliranje z gaussovskimi procesi. Po-
sledično lahko modelira bolj kompleksne procese na račun
večje računalniške zahtevnosti. Rezulati vrednotenja glo-
bokih gaussovskih procesov za modeliranje dinamičnih
sistemov so pozitivni. Spoznali smo, da globoki gausso-
vski procesi v kombinaciji z avtoregresijskim modelom
izboljšajo sposobnost modeliranja v primerjavi s stoha-
stičnim variacijskim gaussovskim procesom, ki predsta-
vlja ekvivalent globokega gaussovskega procesa z enim
skritim nivojem. V prihodnosti želimo testirati avtore-
gresijske modele globokih gaussovskih procesov na bolj
kompleksnih primerih. Zanimiva je tudi ideja o bolj prila-
gojenih strukturah globokih gaussovskih procesov za mo-
deliranje dinamičnih sistemov.
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